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Аннотация: Данная статья посвящена сравнительному анализу методов извлечения из 
текстов знаний, используемых для построения онтологий. Обозреваются разнообразные 
подходы извлечения, такие, как лексические, статистические, методы машинного 
обучения и глубокого обучения, а также онтологически ориентированные методы. В 
результате исследования сформулированы рекомендации по выбору наиболее 
эффективных методов в зависимости от специфики задачи и типа обрабатываемых 
данных. Особое внимание уделено рассмотрению современных методов, таких, как 
глубокое обучение и использование трансформеров, которые обеспечивают высокую 
точность анализа и позволяют учитывать сложные зависимости в текстах. Эти методы не 
только ускоряют процесс обработки данных, но и открывают новые возможности для 
автоматизации анализа информации. Описаны подходы к созданию онтологий с 
использованием специализированных языков и инструментов, таких, как OWL и Protégé, 
что делает результаты работы применимыми в широком спектре задач, включая 
управление данными, информационный поиск и разработку интеллектуальных систем. 
Ключевые слова: онтология, извлечение знаний, классификация текстов, именованные 
сущности, машинное обучение, семантический анализ, модель. 

Введение  

Извлечение знаний из текстовой информации стало ключевым 

направлением исследований в таких областях, как машинный перевод, 

семантический веб и искусственный интеллект. Разработка онтологий 

способствует упорядочиванию знаний и улучшает взаимодействие между 

различными информационными системами. Эта работа сосредоточена на 

исследовании различных подходов к извлечению знаний и их применении в 

процессе создания онтологий. 

При формировании онтологий выделяются несколько основных 

компонентов: классы, свойства, экземпляры, аксессоры и ограничения [1]. 
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Классы (или типы) представляют собой основные категории или 

группы, представляющие общие концепции в конкретной предметной 

области, например, «Человек», «Автомобиль». 

Свойства в онтологии выступают в качестве харакетристик классов или 

описывают взаимосвязи между классами. Выделяется два типа свойств: 

датированные и объектные. 

Датированные свойства (data properties) принимают значения в пределах 

заданного диапазона, например, возраст или высота. 

Объектные свойства (object properties) определяют отношения между 

экземплярами классов, например, «владеет» или «работает в». 

Экземплярами в онтологии являются конкретные объекты или элементы, 

которые относятся к классам, например, «Иван» как экземпляр класса 

«Человек». 

Аксессоры и ограничения задают правила использования свойств, 

например, ограничивая значение свойства «возраст» только положительными 

числами [2]. 

Для извлечения ключевых компонентов онтологий можно эффективно 

использовать автоматизированные методы извлечения знаний из текстов. Эти 

подходы позволяют обрабатывать большие объемы данных и выявлять 

структуры и связи, которые могут быть сложными для обнаружения 

вручную. Современные технологии обработки естественного языка (NLP) и 

машинного обучения позволяют системам автоматически классифицировать 

и определять сущности и их характеристики, что значительно ускоряет 

процесс формирования и расширения онтологий [3]. Кроме того, 

автоматизация процесса извлечения знаний снижает риск ошибок, присущих 

человеческому анализу, и обеспечивает более единообразное и объективное 

извлечение информации. 
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Среди основных методов извлечения знаний из текстов выделяют 

лексические, статистические, методы машинного обучения, глубокое 

обучение и онтологически ориентированные подходы. Для удобства анализа 

эти методы были классифицированы по ряду критериев, включая их 

эффективность применения, существующие ограничения и тип данных, с 

которыми они способны работать. 

Сравнение методов извлечения знаний 

Лексические методы анализа текста основаны на предопределенных 

правилах и шаблонах, отражающих структуру языка. 

Методы распознавание именованных сущностей (NER) включают 

определение и классификация именованных сущностей в тексте, таких как 

имена, организации и места. Для этого применяются правила (например, 

регулярные выражения) и предобученные модели, а также синтаксический 

анализ, включающий в себя разделение текстов на составляющие (слова и 

предложения) с помощью формальных грамматик [4].  

Использование регулярных выражений и предобученных моделей 

позволяет автоматизировать процесс извлечения информации, что полезно 

для анализа большого объема данных, например, в новостных лентах или 

социальных медиа [5]. 

Синтаксический анализ дает возможность выявлять сложные 

структурные связи в тексте, что важно для понимания контекста и для задач, 

связанных с машинным переводом или поиском информации. 

Примером использования может быть извлечение названий крупных 

компаний (например, «Apple», «Samsung») для анализа их упоминаний в 

медийном пространстве. 

Статистические методы анализируют данные для выявления 

закономерностей и важных характеристик. 
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Одним из основных статистических методов является TF-IDF (Term 

Frequency-Inverse Document Frequency).  

TF (Частота термина) – количество вхождений термина в документе, 

вычисляемая по формуле: 
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где  – число вхождений слова t в конкретном документе;  – общее 

число слов в данном документе. 

IDF (Обратная частота документа) – логарифмическая мера редкости 

термина, вычисляемая по формуле: 
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где N – общее количество документов;  – количество документов, 

содержащих термин t. 

Произведение TF и IDF позволяет выявить важность термина 

относительно документа и всего корпуса данных [6].  
Методы машинного обучения обучают модели на исторических данных 

для автоматизации принимаемых решений. Примером данного метода может 

быть наивный байесовский классификатор. Он основан на применении 

теоремы Байеса с предположением о независимости признаков [7]. Каждому 

классу назначается вероятность, и выбирается класс с максимальной 

вероятностью. Классификатор использует теорему Байеса для вычисления 

вероятности принадлежности к классу: 
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где P(CX) – апостериорная вероятность (вероятность класса C, если 

известные признаки X); P(CX) – правдоподобие (вероятность наблюдать 

признаки X, если класс C истинный); P(C) – априорная вероятность класса  C; 
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P(X) – нормализующий фактор (вероятность наблюдать признаки X, 

независимо от класса). 

Наивное предположение означает, что все признаки  независимы, т.е.: 

),(...)()()( 21 CXPCXPCXPCXP n∗∗∗=    (4) 

Таким образом, формула для апостериорной вероятности будет выглядеть 

так: 
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Для классификации объекта выбирается класс, соответствующий 

максимальной апостериорной вероятности: 

),(max XCPagC
C

ныйпредсказан =      (6) 

Глубокие нейронные сети, например, модели BERT, достигли высоких 

результатов в обработке естественного языка. 

BERT (Bidirectional Encoder Representations from Transformers) использует 

механизм внимания для обучения контекстуального представления слов [8]. 

Модель обучается на задачах предсказания слов в предложениях с 

использованием двунаправленной контекстной информации [9]. 

Трансформеры – архитектура, которая позволяет моделям захватывать 

длинные зависимости в тексте путем внимательной агрегации информации 

из различных частей входных данных [10]. 

Пример использования трансформеров на языке программирования 

Python представлен на рис. 1. 

  
Рис. 1. – Программный код использования трансформеров 
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Модель возвращает «Climate change», что демонстрирует ее способность 

понимать контекст и извлекать ответы. 

Еще одним способом извлечения знаний является онтологически 

ориентированные методы. Онтологии создаются на основе формальных 

языков, таких как OWL (Web Ontology Language), и используют 

семантические технологии для описания объектов и их свойств. По запросам 

к таким онтологиям можно извлекать структурированную информацию с 

помощью языка запросов SPARQL [11]. 

После создания онтологии в Protégé можно выполнить запрос: SELECT ?x 

WHERE { ?x rdf:type :Organism . }, который вернет всех организмов, 

представленных в онтологии, что позволяет проводить более сложный анализ 

данных. 

Результаты исследования 

Для более наглядного представления характеристик и применения 

различных методов анализа текста ниже приведена сравнительная таблица 

№1. Она включает основные преимущества и недостатки каждого подхода, а 

также их основные области использования. Представленные методы имеют 

свои уникальные особенности и области применения, что делает их 

подходящими для различных задач обработки текстов. Важно учитывать как 

сильные, так и слабые стороны каждого подхода при выборе инструмента 

для анализа данных. Данная таблица помогает систематизировать ключевые 

аспекты методов, облегчая их сравнение и выбор. Эти методы могут быть 

объединены и адаптированы для решения комплексных задач, требующих 

разнообразных подходов к анализу текстовой информации. Такой 

интегративный подход позволяет получить более полное представление о 

данных и повысить точность результатов. 
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Таблица №1.  

Сравнительный анализ методов 
Метод Преимущества Недостатки Применение 

Лексические 

методы 

Простота реализации, 

высокая 

интерпретируемость  

Ограниченная 

гибкость, 

необходимость 

словарей 

Извлечение простых 

сущностей и фактов из 

структурированных 

текстов 

Статистические 

методы 

Способность 

обрабатывать большие 

объемы данных 

Чувствительность 

к шуму в данных 

Извлечение ключевых 

слов и фраз из 

неструктурированных 

текстов 

Методы 

машинного 

обучения  

Высокая точность, 

адаптивность 

Требуют больших 

объемов 

размеченных 

данных 

Классификация 

текстов и извлечение 

отношений между 

сущностями 

Глубокое 

обучение  

Способность 

обрабатывать сложные 

зависимости 

Высокие 

вычислительные 

затраты 

Извлечение знаний из 

больших текстовых 

корпусов, обработка 

естественного языка 

Онтологически 

ориентированные 

подходы 

Сильная 

структурированность и 

семантическая 

связность 

Зависимость от 

качества 

существующих 

онтологий 

Создание и 

расширение онтологий 

на основе имеющихся 

данных 

 

По результатам анализа можно утверждать, что наиболее эффективными 

являются методы глубокого обучения и машинного обучения при обработке 

больших объемов текстовых данных. Однако лексические и статистические 

методы могут быть эффективны на начальных этапах анализа или для 

конкретных задач, где точность не является критичной. 
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Заключение 

Среди рассмотренных методов для извлечения знаний и построения 

предметных онтологий из текста наиболее подходящими являются методы 

глубокого обучения, особенно модели типа BERT. Эти методы 

демонстрируют высокую эффективность в обработке естественного языка 

благодаря способности учитывать контекст и выявлять сложные 

зависимости. Хотя глубокое обучение требует значительных ресурсов и 

размеченных данных, его преимущества в точности и способности 

обрабатывать большие объемы данных делают его особенно ценным 

инструментом для создания и расширения онтологий. Таким образом, 

использование BERT и аналогичных моделей представляется наиболее 

перспективным направлением для извлечения знаний из текстовых 

источников. 
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