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использованием методов глубокого обучения 
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Аннотация: В статье рассмотрены методы и алгоритмы дообучения сверточной 

нейронной сети VGG16 для решения задачи распознавания объектов на снимках с БПЛА 

(беспилотных летательных аппаратов). При отсутствии необходимого количества 

исходной информации предлагается работать  на аугментированном наборе данных. В 

статье представлена архитектура нейронной сети и рассмотрено ее действие на 

конкретном примере. При разработке сервиса, выполняющего загрузку изображения и 

вывод результатов работы модели, использовался фреймворк Flask, обучение моделей 

происходило с использованием облачного сервиса Google Colab на основе Jupyter 

Notebook.  
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Постановка задачи 

В нефтедобывающей промышленности важно следить за состоянием 

эксплуатируемых объектов. Однако это бывает проблематично из-за больших 

площадей. Поэтому выгодно автоматизировать данный процесс, путем сбора 

изображений с помощью БПЛА (беспилотных летательных аппаратов), и 

автоматическим определением аномалий.  

В данной работе было проведено дообучение сверточной нейронной 

сети VGG16 [1, 2] для решения задачи распознавания объектов на снимках с 

БПЛА. 

Исходные данные 

Для решения поставленной задачи был собран набор из 166 снимков 

земной поверхности, снятых с летательных аппаратов в высоком качестве 

(3840x2160). Каждое из изображений относится к одному из 6 классов: 

вскрытие грунта (на изображении присутствуют признаки вскрытия грунта), 
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скважины без разлива (на изображении присутствуют нормально 

функционирующие нефтяные скважины), скважины с разливом (на 

изображении присутствуют нефтяные скважины, рядом с которыми заметны 

темные пятна от разлива нефти), спец. техника (на изображении 

присутствует спец. техника, совершающая какие-либо работы), другое (на 

изображении не выявлено никаких из перечисленных аномалий, как правило 

это снимки чистого рельефа).  

Наиболее часто встречающаяся проблема в данной области - 

недостаток данных. Для решения поставленной задачи были представлены 44 

фотографии с аномалиями и 122 без таковых. Естественно, этого количества 

недостаточно для обучения нейронной сети, но высокое разрешение 

фотографий позволяло применять различные методы для увеличения 

размеров тренировочной выборки [3, 4]. 

Методы и решение 

 Аугментация данных (data augmentation) – это метод создания 

дополнительных обучающих данных из имеющихся данных. Для достижения 

хороших результатов глубокие сети должны обучаться на очень большом 

объеме данных [5, 6]. Следовательно, если исходный обучающий набор 

содержит ограниченное количество изображений, необходимо выполнить 

аугментацию, чтобы улучшить результаты модели. 

Был применен следующий алгоритм аугментации [7]: 

1. Фотографии с аномалиями разбивались на 16 изображений, 

разбитие происходило с небольшим сдвигом, для того, чтобы 

избежать разрезание ключевых объектов (рис.1). 

2. Далее, вручную, полученные снимки разбивались на 6 классов. На 

данном этапе кроется вторая трудность - не всегда достоверно 

известно есть ли на фотографии аномалия. 
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3. Последний шаг - отзеркаливание изображений, для того, чтобы 

модель училась определять объекты на снимках, снятых с разных 

ракурсов. 

 

Рис.1. – Аугментация снимка 

 

Таким образом, был увеличен объем данных до 3600 изображений, 

которые разбили на 6 категорий, а именно: скважины с разливами и без 

разливов, вскрытие грунта, складирование материала, спец. техника и 

фотографии без аномалий.  

Обучение моделей происходило с использованием облачного сервиса 

Google Colab на основе Jupyter Notebook. Для обучения модели 

использовался фреймворк Keras для создания веб-приложения фреймворк 

Flask. 

Для классификации объектов мы выбрали модель VGG16 с бинарным 

выходным слоем и дообучили ее на аугментированном наборе данных 

(рис.2). 
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Для каждого из классов была обучена модель бинарной классификации 

по принципу One-vs-Rest [8, 9]. В результате было получено 6 моделей 

бинарной классификации. 

 

Рис.2. – Архитектура нейронной сети 

На обучающих и валидационных данных была достигнута точность 85-

90 %, на тестовых данных F-мера варьировалась от 0.75 до 0.9 в зависимости 

от класса. Как видно из рисунка 3, метрики для некоторых из классов хуже, 

чем для других. Это происходит по ряду причин. Для класса со скважинами 

без разливов, довольно мало примеров, также зачастую на фотографии 

присутствуют тени и естественные потемнения на земле, рядом со 

скважинами, что затрудняет классификацию. Для класса со специальной 

техникой сеть слишком сильно привязалась к наличию дорог, поэтому часто 

встречаются ошибки второго рода. 
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Рис.3. – Метрики качества 

Каким образом можно улучшить разработанную модель: 

 Во-первых, это новые данные, чем больше данных, тем точнее 

модель будет определять объекты.  

 Во-вторых, нужна корректная разметка данных экспертами.  

 В-третьих, это использование графического процессора, оно 

позволит ускорить обучение и обработку изображений.  

 В-четвертых, тестирование других моделей, которые возможно 

решают данную задачу лучше. 

Рассмотрим работу нейронной сети на конкретном примере (рис. 4, 5). 

Нейронная сеть разбивает фотографию на части, и присваивает каждой части 

категорию, если на исходной фотографии присутствует несколько аномалий, 

то модель их выявит. 
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Рис. 4. – Снимок со складированием материала 

Для сегментации была использована тепловая карта, полученная на 

основе весов модели по методу Class Activation Mapping (CAM) [10]. Такой 

подход позволяет наглядно увидеть, что модель действительно находит 

признаки классов, а не запоминает данные или угадывает. 

 

Рис.5. – Результат работы модели 
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На тестовом наборе данных модель отлично распознала скважины с 

разливом, без него и вскрытие грунта. 

Результаты 

С помощью методики создания дополнительных обучающих данных 

аугментации увеличено количество исходных данных. 

Реализована задача дообучения нейронной сети, на основе 

распознавания и классификации аномалий на изображениях. 

Разработан полностью функционирующий сервис, выполняющий 

загрузку изображения и вывод результатов работы модели.  
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