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Аннотация: В данной статье рассматривается проблематика определения знаков 

дорожного движения для управления автотранспортным средством с использованием 

аппарата искусственной нейронной сети. Описана актуальность исследований на данный 

момент времени, а также преимущества использования нейронных сетей при определении 

знаков дорожного движения. Представлены входные данные при определении знаков 

дорожного движения для сверточных нейронных сетей. Сформирована архитектура 

сверточной нейронной сети классификации, в частности, рассматривается 

последовательность слоев сети классификации изображений. Дано математическое 

описание моделирования функции ошибки и метода стохастического градиентного 

спуска. Представлена математическая модель процесса обучения искусственной 

нейронной сети, а также функций активации: линейной функции и сигмоиды. Предложен 

алгоритм формирования модели искусственной нейронной сети. Визуализирован на 

графике процесс обучения данной функции. Представлен результат обучения. 
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В настоящее время стремительное развитие получила система 

управления беспилотными автотранспортными средствами, которые 

полностью исключают участие человека в его вождении. Беспилотный 

автомобиль должен знать маршрут, понимать окружающую обстановку и 

корректно взаимодействовать с пешеходами. Одной из задач при управлении 

беспилотным автомобилем является создание системы распознавания 

дорожных знаков. Для решения данной задачи лучше всего подходит аппарат 

искусственных нейронных сетей для классификации изображений (далее 

ИНС). Примеры обработки изображений с использованием ИНС 

представлены в [1,2]. 

При определении ситуации на дороге, в частности – определении 

знаков дорожного движения, ИНС имеют весомые преимущества по 

сравнению с алгоритмическим подходом к решению задачи. Они способны 
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организовывать свои структурные компоненты таким образом, чтобы они 

решали задачу определения дорожных знаков во много раз быстрее за счет 

возможности распараллеливания процессов. Также, ИНС способны 

адаптироваться к изменению окружающей среды, что является 

преимуществом при определении автопилотом ситуации на дороге и 

определении знаков дорожного движения. Появляется возможность 

определять объекты в условиях плохой видимости, размытости и нечеткости 

изображения. ИНС определения дорожных знаков представляет собой 

нейронную сеть, относящую знак дорожного движения к одному из классов 

дорожного знака. Входными данными для определения дорожного знака 

является множество изображений знаков дорожного движения. ИНС по 

представленному изображению определяет класс дорожного знака и степень 

уверенности, находящаяся в диапазоне [0,1] в том, что знак относится к 

данному классу. Для решения подобной задачи была выбрана сверточная 

нейронная сеть классификации изображений, подробнее о которой в [3-5].  

Архитектура сверточной ИНС представляет собой упорядоченный 

набор слоев, который относит изображение к определенному классу. 

Архитектура сверточной нейронной сети представлена на рисунке 1. 

...
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Рис. 1. – Архитектура сверточных ИНС для определения знаков дорожного 

движения 

 В качестве функции ошибки данной модели используется 

мультиклассовая кросс-энтропия, которая измеряет расхождение между 

двумя вероятностными распределениями: распределением истинных ответов 
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и распределением предсказанных моделью значений, которые получаются на 

выходе нейронной сети, а именно: 

1
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где iy   это i -е предсказанное значение, iy  это соответствующее 
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модели. Подробнее о кросс-энтропии в [6,7]. В качестве модели оптимизации 

используется метод стохастического градиентного спуска для нейронной 
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где  1 k
m   значение ошибки на 1k  слое; is   сумма входных сигналов и 

весов i -го нейрона; k   номер скрытого слоя нейронной сети; n  номер 

шага метода обратного распространения ошибки; jiw ,   вес j-го сигнала для 

i-го нейрона; f   функция активации;  k
i   ошибка i -го нейрона на k -м 

скрытом слое нейронной сети; jx   j-й входной сигнал; 
 L

id   значение, 

которое необходимо получить на i -м нейроне выходного слоя сети; 
 L

iy   

значение, которое получено на i -м нейроне выходного слоя сети; L  

выходной слой сети; 1,1  kNm  количество нейронов на 1k  слое; 1kN  
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количество нейронов на слое 1k . Коррекция весов определяется 

следующим соотношением: 

        nsfn k
i

k
i

k
i ' , 

где  k
i   ошибка i -го нейрона на k -м скрытом слое нейронной сети, i -

номер нейрона,    nsf k
i'  производная функции активации. Обновление 

весов имеет следующую формулу: 
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 выходной сигнал нейрона. В качестве функции активации сверточных 

слоев используется активационная функция relu, которая позволяет получить 

неотрицательное значение на выходе нейрона, что важно при классификации 

изображений. Общая формула данной функции имеет следующую форму: 

   ,,0max zzf   
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где z  – выходное значение i -го нейрона, K – число классов данной модели.  
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Подробнее о функциях активации в [8-10]. Итоговый алгоритм 

формирования ИНС представлен на рисунке 2. 
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Рис. 2. – Алгоритмизация построения нейронной сети классификации для 

определения знаков дорожного движения 

Для реализации модуля использован фреймворк Tensorflow языка 

программирования Python. Модель была обучена на наборе изображений 

знаков дорожного движения, включающим различные погодные эффекты, а 

также различную степень размытости изображения.  

Для оценки степени обученности модели используется значение 

точности ИНС. Данная величина является обратной к ошибке ИНС. 

Следовательно, при оценке необходимо следить за минимизацией ошибки, 

что будет означать максимизацию точности работы ИНС. Динамика 

изменения функции ошибки в процессе обучения представлена на рисунке 3. 
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Рис. 3. – Динамика изменений функции ошибки нейронной сети 

классификации для определения знаков дорожного движения 

Тестовое изображение определения знака дорожного движения 

представлено на рисунке 4. 

 

Рис.  4. – Тестовое изображение нейронной сети классификации изображений 

в условиях размытости изображения 

 Таким образом проведено проектное моделирование и реализован 

модуль определения дорожных знаков, который может быть интегрирован в 

системы автоматического пилотирования транспортным средством. 
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